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■ 1．はじめに

生命の進化を模した確率的な解探索モデルである
遺伝的アルゴリズム（Genetic Algorithm: GA）[1]は，
組み合わせ最適化問題 [2]の解法として有効である
ことは良く知られている。遺伝的アルゴリズムの課
題の 1つは「比較的初期の世代で局所的に最適な解
に陥ってしまい，そこから脱出できず大域的に最適
な解を探索できなくなってしまう」という初期収束
の問題を解決することである [3]。初期収束が起こ
る原因は集団の多様性が確保されていないことであ
る [4]。すなわち，様々な遺伝子構造を持った染色
体が集団を構成していないことである。このような
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状態では，選択される親の遺伝子構造パターンに限
りがあることから，二点交叉（等）による単純な遺
伝子交叉では，生成できる遺伝子構造パターンに限
りが生じる。このため，解の改善が見られず，局所
最適解に陥ってしまうことが多い。上記の問題を解
決するためには，集団の多様性を確保しながらかつ
解探索効率を落とさない解探索法が必要となる。
本検討では，関数最小値探索問題を遺伝的アルゴ
リズムで解く場合に [5], [6]，集団の多様性を確保し
ながら効率的探索を実現する方法として，TDGA 
(Thermo Dynamical Genetic Algorithms)による手
法が有効であることを，immune-GA (immune 
Genetic Algorithms)による手法と比較しながら，



NAIS Journal 33

実験により検証する。本実験では，集団の多様性を
TDGAで定義されたエントロピーで定量的に測定す
る。「集団の多様性を確保することにより，最適解
探索率や探索解の精度を向上できる」という仮説を，
実験により，定量的に検証する [7]。TDGAは熱力
学における自由エネルギー最小化の原理に基づく個
体選択法である [8]。そこでは，GAで生成した個体
群の中から自由エネルギー Fが最小となるように個
体群を選択する。それは，エントロピー Hが最大
となるように，かつ平均エネルギー＜ E＞が最小（目
的関数値が最適）となるように個体群を選択するこ
とである。immune-GAは Jerneの免疫システムの
恒常性に関するイディオタイプネットワーク仮説に
基づく最適化モデルである [9], [10]。そこでは，GA
で生成した個体と抑制抗体間の染色体構造の類似度
を調べ，類似度が高い場合に，その個体の生成を抑
止する。抑制抗体群は，互いに類似度の異なる適応
度の高い（目的関数値が最適値に近い），多様な染
色体構造を持った個体群であり，GAがこれまで生
成した個体群の中から逐次選択更新される。
一方，n変数の関数最小値探索問題の場合，これ
まで，遺伝子交叉演算に工夫をこらした BLX (Blend 
Crossover)-α[11], [12] や SPX (Simplex Crossover) 
[13]が開発されている [14]。BLX-αや SPX法は，
親として選択したβ個（BLX-αでは β＝ 2，SPX
では β＝ n+1）の個体を n次元実数空間内の点（n
次元ベクトル）に変換し，変換した β個の点を含む
直方体内や（n+1）角形内で，ランダムに解候補と
なる個体を選択・生成する。この個体生成法は解の
探索空間を拡げるので，生成個体の染色体構造の多
様性を確保できると考えられる。その意味で，これ
等の方法は遺伝子二点交叉等の GAによる広域的な
探索法を補う交叉法として有効であると期待され
る。実際，広域探索に遺伝子二点交叉，局所探索に
SPX法を応用した Bee System [15]等が提案され，
その有効性が実験で検証されている。我々も
BLX-αや SPX法が，単純 GAやスケーリングウィ
ンドウ技法を有する GA [16]において，更に精度の
高い解が得られることを実験で検証できた。そこで
は，ルーレット方式 [3]で選択した二個体に対して
二点交叉法で生成した個体に BLX-αや SPX法を適
用して変換した実数値の近傍を集中的に解探索させ
ている。しかし，これ等の交叉演算のみでは集団の
多様性を充分確保できないことを実験で確認した。
本検討では，TDGAによる手法を immune-GA

による手法や単純 GA手法やスケーリングウィンド
ウ技法と集団の多様性制御の観点から，比較評価し
た。そして，それ等の有効性を，多様性を測定する
ことにより，定量的に評価している。スケーリング
ウィンドウ技法は個体の適応度をその個体と何世代
か前の最悪個体（最大関数値を持つ個体）の関数値
の差として計算する方法である。当技法では各世代
の終了時に個体の適応度を再計算し，集団の多様性
を確保している。尚，本検討の TDGAや immune-
GAは，スケーリングウィンドウ技法を有する GA
上で動作する。
上記の 4つの世代交代モデルでは GAの二点交
叉で個体を生成するが，生成した個体群の多様性が
閾値以下になった時に，BLX-αを動作させ解探索
の局所化・集中化を実現する方式も併せて検討した。
BLX-αは親として選択した二個体の表現型を n次
元実数空間内の二点（n次元ベクトル）に変換し，
変換した 2個の点を含む直方体内（探索空間の拡
張率 α=0.5）で，ランダムに解候補となる点を選択・
生成することで，生成する個体の染色体構造の多様
性を確保する方法である。BLX-αによる探索で多
様性が閾値以上に向上した場合は，二点交叉法によ
る GAの広域探索法に戻す方式を検討した。
本実験での GAのベンチマークテストで使用され
る関数は De Jongの標準関数 F1から F5と，良く
知られた 5つの多峰性関数 F6から F10（Schaffer's 
F6 function, Rastringin's function, Schwefel's 
function, Griewank's function, Ackey's function）
である [17]，[18]。

■ 2．前提条件

2-1　関数最適化問題
yを実数空間Rに値を取る従属変数，xi(i=1, 2,…, n)
を実数 Rに値を取る n個の独立変数とする関数 fは
y=f(x1,…, xn)と表現され，n次元の実数の直積空間
Rnから実数空間 Rへの写像を表す。関数 y=f(x1,…, 
xn)の最適化問題とは，関数 fの従属変数 yの最適値
yopt =fopt（最小値 fminまたは最大値 fmax）を実数空間 R
内で求めること，そして関数 fが最適値 foptをとっ
た時の n個の独立変数 xi（i=1,2,・・・,n）の値 xi0

をn個の実数の直積空間Rnにおけるある領域R0
n（定

義域）内で求める問題である。De Jongは「遺伝的
アルゴリズム（GA）のあるクラスに挙動に関する
研究」というタイトルで博士論文を書いた。そこで
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は，関数最小値探索問題を GAで解く手法を検討し
ているが，その中で使用されたテスト関数が De 
Jongの標準関数 F1から F5である。関数 fの最大
値探索問題に対する一般的解法が見つかれば，関数
y=f(x1,・・・,xn)の最小値探索問題は，関数 fに－ 1
を掛けた関数 z=g(x1,・・・,xn)=－ f(x1,・・・,xn)の
最大値探索問題に問題を帰着できるので，その解を
求めることができる。

2-2　�関数最小値探索問題を遺伝的アルゴリズムで解
く場合の個体の遺伝子型と表現型に関する前提

遺伝的アルゴリズムで関数 y=f(x1,・・・,xn)の最
小値を求める時，解候補 (x1,・・・,xn)を個体 Xと
して設計する。個体 Xは染色体と適応度で特徴づ
けられる。染色体は 0か 1かの値をとる二進固定
小数点データ列として設計する。この二進固定小数
点データ列は関数 fの n個の独立変数 xiの値を表現
する (i=1,2,・・・,n)。複数変数の場合，二進固定
小数点データ列は添え字の順番に変数分並べられ
る。この二進固定小数点データ列を遺伝子型と呼び，
それが表現する各変数 xiの値を表現型と呼ぶ。二
進固定小数点データの各 1ビットを 1つの遺伝子
と解釈する。遺伝子列長 Lは染色体長 (chrom_
size)と呼ばれ，定義域内における解の探索精度か
ら決まる。xiの定義域が－ aから＋ aで，各変数の
探索の精度を l個の遺伝子列で計算できる範囲とす
れば，解探索の精度は a/2l－ 1となる。すなわち，2l 
個の離散個のデータ xi= － a + k×a/2l－1 (k=0,1,・・・, 
2l－ 1)の中から関数最小値を満たす xiの値を探索
する。そして，染色体長 Lは L=n× lと計算できる。
例えば De Jongの標準関数 F2の独立変数 x1, x2の
定義域は－ 2.048 ≦ x1, x2＜ 2.048である。 ここで
各変数の遺伝子列長 lを l=12と設計すれば，解探
索の精度は 2.048/212－ 1= 1/1000となる。そして各
独立変数 xiに関して，4096=212 個の離散個の値 xi=
－ 2.048 + k × 1/1000 (i=1,2; k=0, 1, 2, ･･･,4095)
の中から解を探索する。また l=13と設計すれば，
解探索の精度は I=12の 2倍となり 1/2000となる。
この時，各独立変数 xiの解は 8192=213個の離散値
xi= － 2.048 + k × 1/2000 (i=1,2; k=0, 1, 2, 
･･･,8191) の中から探索する。
尚，BLX-αや SPXによる交叉演算では独立変数

xiの解の探索空間を二進固定小数点で表現される離
散空間から連続値を取る実数空間に拡張して求める
が，求めた実数解 xi0は再び精度 lの二進固定小数

点データで近似される。そして，その近似値として
求めた固定小数点データを交叉演算の結果生成した
個体と解釈する。また，定義域を超えて解が求まっ
た場合は，「xi0を aで割った剰余－ a」を解とする。
ここで－ aとしたのは，実数空間を定義域の周期 [－
a, a)で分割した時の開始点だからである。例えば，
精度 l=12で求めた xi0が xi0=3.126 で a=2.048の場
合，xi0は xi0=3.126 % 2.048－2.048=1.078－2.048=
－ 0.97と再計算される。

2-3　適用度設計
適応度はルーレット方式等で親となる個体を現世
代の集団の中から確率的に選択する時に使用され
る。
その値が高くなればなる程，親として選択される
確率は大きくなる。

2-3-1　�スケーリングウィンドウを持たない GA の
場合の適応度設計

GAがスケーリングウィンドウを持たない場合，
適応度は個体の染色体構造に合わせ固定値を持つよ
うに一般的には設計される。すなわち個体 Aと個体
Bが同じ染色体構造を持つならば，世代を越えて，
同じ適応度となるように設計する。関数最小値探索
問題の場合，関数最小値探索問題の場合，本検討で
は，適応度 Fを F=1/（f＋ α1）で計算する。α1は f
＋ α1が正（＞ 0）となるような調整係数であり，プ
ログラム定数として与える。例えば f≧0なら α1=1
として設計した。

2-3-2　�スケーリングウィンドウ技法による適応度
設計

ルーレット方式で適応度の大きさに応じて個体を
選択する場合，個体 Xの適応度 F（X）は正でなく
てはならない。本検討の事例でも見られるように一
般にテスト関数 fは正の値も負の値もとる。このた
め，関数 fの最小値探索問題の解を求めるのに，関
数 fに－ 1を掛けて g=－ f(x1,・・・,xn)の最大値探
索問題に変更して，その問題の解を求めようとして
も，一般に「－ f」は負の値をとるので，「－ f」を
個体の適応度とすることはできない。従ってW世代
前の個体のうち「－ f」が最悪値 (最小値 )となる個
体 X0= (x10,・・・,xn0)の関数値「－ fw(x10,・・・,xn0)」
と現世代の個体 X=(x1,・・・,xn)の関数値「－ f」と
の差「－ f(x1,・・・,xn)＋ fw(x10,・・・,xn0)」を個体
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Xの適応度 F（X）とするスケーリングウィンドウ
技法を検討することした。そうすれば個体 Xの適応
度 F（X）は正となる。尚，この定義によりスケー
リングウィンドウ技法では同じ遺伝子構造でも世代
が異なれば適応度が異なることがわかる。また淘汰
圧が関数値の大きな個体にかかることを回避でき，
集団の多様性を確保できる。

2-4　遺伝子交叉演算の拡張
二点遺伝子交叉等で生成した個体の中から多様性
を考慮しつつ次世代の個体を選択する TDGAや
immune-GAによる解の探索手法は，遺伝的アルゴ
リズム (GA)の積み木仮説に基づく解探索手法を前
提としている。Lを染色体長とすると，TDGAや
immune-GAは，2L個の離散個の探索空間の中で，
解を確率的に探索する。関数最小値探索問題に遺伝
的アルゴリズムを適用して解を探索する場合に，関
数の連続性を考慮して，関数の最小値を探索すれば，
更に効率的な解探索が可能となる。本検討では，
TDGAや immune-GAによる解の探索法を補う手
法として，ルーレット方式等で選択した二個体に対
して，関数の連続性を考慮して，その二個体の近傍
を解探索空間として解探索の局所化を図る遺伝子交
叉演算オペレータとして BLK-αを検討した。

BLX-αは親として選択した二個体の表現型を n
次元実数空間内の二点に変換し，変換した二点を含
む直方体内で，ランダムに解候補となる点を選択・
生成する。αは各変数の探索空間の拡張率であり，
本検討では α=0.5とした。この探索空間の拡張によ
り，生成する個体の染色体構造の多様性を確保でき
る。BLX-αによる方法の詳細は，以下の通りである。
関数 y=f (x1,・・,xi,・・, xn)の最小値探索問題に
おいて，親となる二個体として X1= (x11,・・,x1i,・・,x1n)
と X2= (x21,・・,x2i,・・,x2n) が選択したとしよう。こ
の時，解 (x1,・・,xi,・・,xn) を，以下で定義される
閉区間 (S1,・・,Si,・・, Sn)の中で，すなわち解 xi∈
Siとして，ランダムに探索する方法がBLX-αである。
Si =[min(x1i,x2i)－ α× |x1i－ x2i|, max(x1i, x2i) +α×
|x1i － x2i|]，(i=1,2,・・・,n) (1)　　　
本検討では，集団の多様性が閾値 β以下になった
時に大域的探索法である二点交叉法から局所探索法
である BLK-αに変更する遺伝子交叉オペレータ交
代法 (Changing Crossover Operators)[19]を検討
した。ここで βはプログラム定数であり，本実験で
は β ＝ (0.5 ～ 0.9) × L と し た。 本 方 式 で は，

BLK-αによる遺伝子交叉により集団の多様性が閾
値 β以上に回復した場合，二点交叉法に戻している。
本遺伝子交叉オペレータ交代法は，二点交叉法によ
り大域的探索を実現し，BLK-αによりある点の近
傍において集中的・局所的探索を実現している。

2-5　スケーリングウィンドウ技法
2-5-1　機能
スケーリングウィンドウ技法は同じ染色体構造を
持った個体でも，その適応度を世代と共に変化させ
ることによって，集団の多様性を確保する方式であ
る。当技法は，ルーレット方式で適応度に応じて確
率的に親となる個体を選択する際に ,様々な遺伝子
構造を持った個体が選択される確率を高くし，結果
として生成される子供の遺伝子構造パターンを多く
することがそのねらいである。これによって局所最
適解に陥ることを回避する。

2-5-2　スケーリングウィンドウ技法
スケーリングウィンドウ技法は，関数最小値探索
問題の場合，W世代前の個体のうち関数 fの値が最
悪値 (最大値 )となる個体 X0の関数値 fW(X0)= f(X0)
と現世代の個体 Xの関数値 f(X)との差を個体 Xの
適応度 F(X)とする方法であり，以下の式で定式化
される。

)()()( 0 XfXfXF W −= 　　　(2)

従って，スケーリングウィンドウ技法では，同じ
構造を持った染色体でも，世代が異なると，異なっ
た適応度となる。このスケーリングウィンドウ技法
により「適応度 F(X)を，染色体の構造のみによっ
て決まる適応度固定法，例えば（関数値 f(X)＋ α1）
の逆数 F(X)=1/（f（X）+α1）とする方法，を用いる
と関数値の低いある特定の個体のみが親として選択
される傾向がある」という淘汰圧の課題を解決でき，
GAで生成する個体群の多様性を確保できる。個体
の適用度の更新は，世代交代の度に行う。スケーリ
ングウィンドウサイズ Wは GAの起動パラメータ
で与える。

2-6　HeSEA における個体選択法 HpS の応用
2-6-1　機能

HpS 手法（Heterogeneous paring selection 
method）は，親 Aと遺伝子交叉させる親 Bを，そ
の遺伝子構造の親 Aとの類似度 SABが集団 Pの親 A
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との平均の類似度 SAより低い個体群の中から確率
的に選択することで，二点交叉等の遺伝子交叉に
よって生成される個体群の多様性を間接的に確保す
る方式である。

2-6-2　背景
HpS手法は，遺伝子交叉の際，親 Aと親 Bを現
世代の個体群の中から適応度の大きさに応じて確率
的に選択するルーレット方式による親の選択法を修
正する方法として提案された。HpS手法は，親 Aと
ペアとなる親 Bを，親 Aと染色体の構造が似ていな
い個体群の中から選択することで遺伝子交叉によっ
て生成される個体群の多様性を確保することをねら
いとしている。HpS手法はもともと巡回セールスマ
ン問題 (Traveling Salesman Problem: TSP)を解く
HeSEA (Heterogeneous Evolutionary Selection 
Evolutionary Algorithm) [4]で開発された。本検
討の HpS手法は，それを関数最大値探索向けに修
正した手法である。

2-6-3　類似度の定義
(A)個体 Aと個体 Xの類似度 SAX

個体 Aと個体 Xの類似度 SAXを，個体 Aと個体 X
で同じ j番目の遺伝子座にある遺伝子の値 Ajと Xjが
一致する（Aj＝ Xj）となる遺伝子数 αAXの染色体長
Lに対する割合 r＝αAX /Lとして定義する ( j=1, 2,・・・, 
L)。例えば A=(0,0,1,0,1,0,0,1), X=(1,0,0,1,0,0,0,0)と
すると，染色体長 L は 8となる。2番目，6番目，7
番目の遺伝子座の対立遺伝子の値は Aと Xで一致し
ているので αAX＝ 3となる。この時 rは r= 3/8=0.375
と計算される。SAX=SXAである。　
(B)集団 Pの個体 Aとの類似度 SA

集団 Pが N個体から成る時，集団 Pの個体 Aと
の類似度 SAを，個体 Aを除いた集団 Pの全ての個
体 Ijの個体 Aとの類似度 SAIjの平均値とする。すな
わち )1/(

,1
 



NSS
N

IAj
AIA

j

j
として定義する。

2-6-4　HpS のアルゴリズム
(A) ステップ 1・・親 Aを，ルーレット方式で確率
的に選択する。

(B) ステップ 2・・親 Aの交叉対象となる個体 Bを，
その類似度 SABが集団 Pの個体 Aとの類似度 SA

より小さな個体，すなわち，SAB≦ SAを満たす
個体 Bをランダムに選択する。

■ 3．最小値探索問題を解く GA の基本的構造

2節で述べた y=f(x1,・・・,xn)の最適化問題（最
小値探索問題）を解く基本 GAの構造は以下の通り
である。TDGAと immune-GAはスケーリングウィ
ンドウ技法を具備した本 GA上で構築している。

3-1　初期化処理
集団は個体群から成る。各個体は染色体と適応度
で特徴づけられる。
(1)個体（染色体）群を集団サイズ分初期生成する。
一様乱数を用いて染色体を構成する遺伝子の値を
ランダムに生成する。遺伝子の値は 0か 1である。
0と 1は対立遺伝子である。
(2) 生成した個体の適応度 Fの計算
（ⅰ）個体の遺伝子型から表現型への変換と表現型
が表す関数値を求める。
染色体を構成する遺伝子列に解釈を与える。関数

y=f（x1,x2，・・・,xn）の最小値探索問題の場合は独
立変数 xiの二進固定小数点データと解釈し，各個
体を表現する染色体の具体的な遺伝子列の値 cj 
(j=1,2,…,L)から関数 fの値を計算して求める。こ
こで Lは 2.2節で定義した遺伝子列長である。これ
以降，個体 X =（x1,x2，・・・,xn）とその染色体

 ),,,( 21 Lcccx 
 は必要のない限り区別をつけないこ
ととする。
適応度計算法はスケーリングウィンドウ技法の場
合とそうでない場合で異なる。
（ⅱ）適応度 Fの計算
スケーリングウィンドウ技法の場合
(a)生成した個体の中で最悪関数値（関数 fの最大
値 fmax(0)=f(Xmax(0)） を 値 に 持 つ 個 体

))0(,),0(),0(()0( .max2.max1.maxmax nxxxX  を探索する。ここ
で fmax(0) 中の 0や Xmax(0)中の 0は現世代 tが初期
世代を示す（t=0）。関数最悪値管理テーブル Tにス
ケーリングウィンドウサイズ W世代数分，最悪値
fmax(0)とその値を実現する個体 Xmax(0)の染色体をコ
ピーする。
(b）W世代前の世代の中で探索した解の中での最悪
値 fw(Xmax) = fmax(0－ W)=f (Xmax(0－ W ))と現世代の
個体 Xiの関数値 f(Xi) との差 fw(Xmax)－ C× f(X i) を
個体 X i の適応度 F(Xi)として計算する。Cは，適応
度 F(Xi）＞ 0となるための調整係数でありプログラ
ム定数として与える。調整係数 Cはテスト関数によ
り異なる。
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スケーリングウィンドウを使わない場合
個体 Xの適応度 F(X)は関数値 f(X)によって決ま
り，世代を越えて固定となる。
次式で F(X )を定義する。

F(X)= 1/（ f (X)＋ α1）>0
ここで，α1は調整係数で固定値である。

(3)世代毎の統計情報出力
生成した個体群の関数値の平均，現世代で探索し
た個体のうち最良適応度を持つ個体の関数値（世代
内最小関数値），これまでの世代で探索した個体の
内，最良適応度を持つ個体の関数値（世代間最小関
数値），計算時間，集団の多様性を計算して出力する。

3-2　終了条件判定
以下のいずれかの条件を満たした時に，ジョブを
終了する。
（ⅰ） 最大観測世代数（M）に達した場合。この数

値 Mはプログラム定数であり，実験では
10,000とした。

（ⅱ） 探索解の改良がある世代数（G）間，見られ
ない場合。この数値 Gはプログラム定数であ
り，実験では 200とした。

（ⅲ） 集団の多様性（D）が数世代に亘って変化し
ない場合。この数値 Dはプログラム定数であ
り，実験では 5とした。

3-3　次世代の個体の生成処理
集団サイズ分以下を繰り返す。

(1)選択
two-point crossoverまたは BLX-αの場合
親となる二個体 Aと Bをルーレット方式または

HpS法で現世代の個体の中から選択する。ルーレッ
ト方式では親 Aと親 Bを両方とも適応度の大きさ
に応じて確率的に選択する。HpS法 [4]では親 A
をルーレット方式で選択する。親 Bは ,親 Aとの類
似度 SABが集団 Pの親 Aとの類似度 SAより小さな
個体の中からランダムに選択する。類似度について
は 2-6-3節で定義している。
(2)遺伝子交叉
選択した親に対して確率 Pcで遺伝子交叉を行な
い，子供を二個体生成する。遺伝子交叉オペレータ
として以下の二種類のオペレータを集団の多様性を
観測して自動的に切り替える。
（ⅰ）広域探索法：k点交叉，SPX

k点交叉による方法。本実験では k=2である。ま

たは SPXの遺伝子交叉演算である。SPXでは関数
が n個の独立変数を持つ時，①にて親として選択し
た (n+1)個の点の中から (δ+1)個の点をランダムに
選択可能とし，選択した (δ+1)個の点を含む拡大率
Rの拡張 (δ+1)角形の領域内で次世代の個体をラン
ダムに選択する。このδはプログラム起動パラメー
タとして与える。δは，2～ nの値をとり得る。実
験では δ=2または nとした。
（ⅱ）局所探索法：BLK-α
集団の多様性が閾値 β以下になった時，k点交叉
または SPXから BLK-αの遺伝子交叉演算に交替す
る。BLK-αによる遺伝子交叉演算の結果，集団の
多様性が閾値β以上に回復したら二点交叉または
SPXの遺伝子交叉演算に戻す。
(3)突然変異
生成した二個体のある遺伝子の on/offの値を確
率 Pmで反転させる。反転する遺伝子座はランダム
に決定する。
(4)淘汰
生成した子二個体と親の二個体，合わせて四個体
の中から次世代の個体を 1つ選択する。先ず，四
個体の関数値を計算する。以下の二つの場合に分け
て個体を選択する。
親と子のトーナメントを行う場合
上記四個体の中で最も関数値の小さな個体を次世
代の個体として選択する。
親と子のトーナメントを行なわない場合
生成した二個体のうち関数値の小さな個体を次世
代の個体として選択する。

3-4　世代交代処理（t － 1 世代→ t 世代）
(1) 3-3で成した次世代（t世代）候補個体で現世代
（t－ 1世代 )の個体を generation-gap分入れ替え
る。その際，古い個体の方から先に，新しい個体に
入れ替える。
(2) 3-3で生成した個体の適応度を求める。
（ⅰ） 各個体を実現する染色体の具体的な遺伝子列

の値から関数 fの値を計算して求める。
スケーリングウィンドウ技法の場合
（ⅱ） 最悪値管理テーブル Tにおいて，k－ 1世代

前の最悪個体とその関数値を k世代前の最悪
個体とその関数値で入れ替える（k= W, W－ 1,
…, 2, 1)。現世代において最悪関数値（関数 f
の最大値 fmax(0)）を持つ個体 βを探索する。
最悪値管理テーブル Tにおいて現世代 (k=0）
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の最悪個体 T(0)を個体 βで入れ替える。
（ⅲ） Wをスケーリングウィンドウサイズとする。

この時，W世代前の世代の中で探索した解の
中での最悪値 fmax(t-W)と個体 Xiの関数値 f(Xi)
との差 fmax(t－ W)ー C× f(Xi)を個体 Xiの適
応度 F(Xi)として計算する。この時，全ての
個体 Xiについて適応度 F(Xi）＞ 0となるよう
に調整係数 Cの値を決める。調整係数 Cはプ
ログラム定数として与える。

適応度固定方式の場合
個体 Xiの適応度 F (Xi)は世代をこえて固定値であ
り，F (Xi)=1/( f (Xi )＋ α1)で計算する。F (Xi)＞ 0と
なるように調整係数 α1の値を決める。調整係数 α1

はプログラム定数として与える。
(3) 集団の評価と統計情報出力
生成した個体群の関数値の平均，現世代で探索し
た個体のうち最良適応度を持つ個体の関数値（世代
内最小関数値），これまでの世代で探索した個体の
内，最良適応度を持つ個体の関数値（世代間最小関
数値），計算時間，集団の多様性を計算して出力する。
(4) 3-2の処理に戻る。

■ 4．集団 P の多様性を測る尺度 H

本研究における集団 Pの多様性を測る尺度 Hは
TDGAのエントロピーに由来する。TDGAを利用
して組み合わせ最適化問題を解く時，エントロピー
Hは問題対応に異なった解釈を与えなくてはならな
い。これまで，巡回セールスマン問題 (TSP)を解
く GAにおいてエントロピー Hの解釈事例が紹介
されている。この事例を参考にして，関数最小値探
索問題を GAで解く場合，集団 Pのエントロピー
Hを，以下の式で定義した。この式は，染色体を構
成する第 j番目の遺伝子座にある遺伝子の値の確率
分布から計測されるシャノンのエントロピー情報量
Hjの総和としてエントロピー Hを定義することを
示している。

上記にて，chrom_sizeは染色体長 Lのことであり。
Nは集団 Pの集団サイズ（個体数）であり，N0

jは
集団 Pの中で第 j番目の遺伝子の値が 0となる個体
の数であり， jN1は集団 Pの中で第 j番目の遺伝子
の値が 1となる個体の数である。従って，N0

j＋ jN1

＝ Nとなる。 jp0は集団 Pの中で第 j番目の遺伝子の
値が 0となる確率であり， jp1は集団 Pの中で第 j番
目の遺伝子の値が 1となる確率である。従って， jp0

＋ jp1 =1となる。エントロピー Hjは，確率分布｛ jp0，
jp1｝から決定されるシャノンのエントロピーである。

■ 5．�力学的遺伝アルゴリズム（TDGA）によ
る関数最小値探索問題の解法の性能改善

5-1　ねらい
遺伝的アルゴリズム（GA）の早期収束の問題を
解決するためには，染色体構造の異なる個体がバラ
ンス良く集団内に混在している必要がある。集団の
多様性を維持しながら最適解探索を効率的に続行す
る有効な手法として，熱力学的遺伝アルゴリズム
（TDGA）が開発された。TDGAは，各世代で GA
が一括生成した個体群の中から，自由エネルギー最
小化の原理を満たすように個体を逐次取捨選択する
手法である。

5-2 熱力学的遺伝アルゴリズム（TDGA）の考え方
5-2-1 自由エネルギー F の最小化

TDGAは自由エネルギー最小化の原理に基づく
個体選択方式である。そこでは，集団の多様性をエ
ントロピー Hとして明確に測定し，自由エネルギー
Fを最小とするように個体を選択する。自由エネル
ギー Fは，集団の平均エネルギー＜ E＞を最小化
しかつエントロピー Hを最大化するための尺度で
あり以下の式で定義される。エントロピー Hは集
団の多様性を測る尺度である。

F＝＜ E＞－ T× H　　　(6)
Tはシミュレーテッドアニーリング手法における
温度のことであり，調整係数である。

5-2-2　温度パラメータ T の調整法
温度パラメータ Tはシミュレーテッドアニーリ
ング機能における温度のことであり，集団 Pが熱
平衡状態に達する度に，高温から低温に徐々に温度
を下げて，解探索を収斂させる働きを持つ。その際，
温度の減少率を rとする。すなわち，t世代目の温
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度 Tを T＝ Tt，平均エネルギー＜ E＞を＜ E＞＝
Et，エントロピー Hを H=Ht，これまでの最小エネ
ルギーを Emin，最小エントロピーを Hminと表した時，
Et≧ Emin, Ht≧ Hminを満たしたならばシステムは熱
平衡状態に達したとして，t+1時の温度 Tを T＝
Tt+1＝ r× Ttと減少させる。本実験では，温度の減
少率 r＝ 0.9～ 0.999とした。

5-3　�TDGA の遺伝的アルゴリズムの手続きの中で
の位置づけ

5-3-1　�TDGA のアルゴリズムを組み込む対象とな
る遺伝的アルゴリズム

本検討では，スケーリングウィンドウ方式
（GrefenstetteのメタGAで検討されたGAパラメー
タ）で適応度を動的に管理する GA上で TDGAを
実現している。

5-3-2　�TDGA のアルゴリズム（図 1（Fig.1）参照
のこと）

TDGAでは，遺伝的アルゴリズム（GA）で生成
した次世代の個体群候補 Xの中から関数値が小さ
くかつ集団の多様性を最大とするような個体群 Yを
次世代の個体群として選択する。その選択率を α= 

｜ Y｜ /｜ X｜とする。αは GAの起動パラメータ
であり，実験では 1/2または 1/3とした。そこでは，
先ず，Y=φ（空集合）として，X中で適合度の最
も高い（関数最小化問題の場合は関数値の最も小さ
な）個体を Yに追加することから始める。次に，追
加することにより自由エネルギー Fが最小となる
ような個体を Xから選択し，逐次 Yに追加する。
＜注意＞
①図 1にて TDCONST=(1+β)＝1/αである。
② オリジナルの TDGAでは，各世代の開始時，現
世代の個体群の中から重複個体を取り除き，取り
除いた個体群を対象として TDGAを適用してい
る。しかし，我々の実験では，この関数最小値探
索問題の場合，局所解への収束速度が速くなりす
ぎた。このため，本検討では，重複個体の取り除
きを行わないこととした。従って，TDGAで生
成する個体の数（集団サイズ× TDCONST）は
世代を越えて一定とした。
③  TDGAの最初のステップにて適応度の最も高い
個体を次世代の個体として選択するが，その際，
その最大適応度個体と同じ適応度を持つ個体で
異なる染色体構造を持つ個体を次世代の個体と
して選択する。

Fig.1. Implementation of TDGA to solve the function optimization problem.
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④ 本検討では，以下の温度制御機能を，オリジナル
の TDGA機能に追加している。
「集団が以下の条件を満たした時，多様性が損な
われたとして，温度を T(t+1)＝ r1× T(t)と上げる。
その時の温度係数が r1 である。本実験では
r1=1.001とした。

(new_entropy Ht<minimum_entropy)
new_entropy：新しい世代 tのエントロピー Ht ，
minimum_entropy：これまでの世代で求めたエント
ロピーの最小値 Hmin」

5-4　関数最小値探索問題への TDGA のカスタマイズ
TDGAで定義された自由エネルギー Fを求める
ために必要な平均エネルギー＜ E＞とエントロピー
Hの解釈は組み合わせ最適化問題によって異なる。
関数最小値探索問題はそれぞれを以下のように解釈
する。

5-4-1　平均エネルギー＜ E ＞
本検討では，標準関数 fの最小値探索問題を，関
数 fに－ 1を掛け，関数 g=β－ fの最大値探索問題
として問題を変換して解く。βは定数である。関数
gの値が大きければ大きいほど適応度は高く設定し
なければならない。一方，自由エネルギー最小化の
原理で解を求める場合，平均エネルギー＜ E＞は，
適応度が高くなればなる程小さくなるように設計さ
れなければならない。従って関数値 f( x )を各個体
のエネルギーとして定義することとした。
そして集団 Pを構成する個体 の関数値 f( x )の平
均値を平均エネルギー＜ E＞と定義し，それは以
下の式で定式化される。ここで，i=1, 2,…,Nであり，
Nは集団サイズである。

＜ E＞ =( f( 1x ) + f( 2x )... +f( Nx ))/N　　　(7)

5-4-2　エントロピー H
関数最小値探索問題を GAで解く場合のエントロ
ピー Hの解釈は第 4節で述べたので割愛する。

■ 6．�免疫遺伝アルゴリズム（immune-GA）によ
る関数最小値探索問題を解く GA の性能改善

6-1　ねらい
遺伝的アルゴリズム（GA）で生成した個体を，
次世代の個体として選択するか否かを決めることは

集団の収束性と多様性に大きな影響を与える。単に，
二個体のうち優秀な個体のみ残す（間引き），親の
方が子より適応度が高ければ，子を捨てて親を残す
等の淘汰処理では，集団の多様性を考慮していない
ため，局所最適解に陥ることがある。集団の多様性
の維持を考慮して，次世代の個体選択に工夫をこら
す方法が免疫遺伝アルゴリズム（immune-GA）で
ある。Immune-GAは Jerneの提案したイディオ
タイプネットワークによる免疫システムの恒常性に
関する仮説に基づく最適化モデルである。

6-2　人工的免疫システム（Artificial Immune System）
人工的免疫システムは Jerneの提案したイディ
オタイプネットワークに基づく情報処理システムの
ことである。イディオタイプネットワークとは「免
疫システムでは抗原に対する免疫抗体が生成され，
抗原をその抗体が排除している。免疫抗体は他の免
疫抗体の抗原として働く。これによってある特定の
抗体が抗体集団を占めることを回避し，様々な抗原
に対して柔軟に対処可能な免疫システムを実現して
いる。」という免疫システムの恒常性に関する仮説
である。人工的免疫システムは以下の機能から成る。
①抗原の認識機能，②抗体の再構成機能，③抗体
の抑制機能，④排除に利用した抗体（抑制抗体）の
記憶機能，⑤抗体による抗原の排除機能

6-3　�人工的免疫システムの関数最小値探索問題を
解く遺伝的アルゴリズム（GA）の中でのカス
タマイズ

本研究では人工的免疫システムの機能（上述①～
⑤）を以下のように関数最適値探索問題を解く GA
の中で実現する。当 GAは TSPを解く immune-
GA[7]の改良版である。そこでは，①抗原を関数最
適値探索問題，抗体をその最適解候補の独立変数（個
体）と解釈する。② GAの選択・遺伝子交叉・突然
変異機能により抗体を再構成する。本実験では GA
の遺伝子交叉演算オペレータとしてテスト関数 F1
～ F10の最小値探索問題を解く遺伝子交叉演算オ
ペレータ OPsを使用する。当オペレータは Two-
point Crossoverまたは BLX-αで二個体生成する。
このオペレータ自身は関数に依存しない。関数に依
存するのは適合度計算に関わる部分のみである。③
集団の多様性を確保するため，遺伝子交叉オペレー
タで生成した抗体を排除する機能，④排除に使用し
た抑制抗体群（サプレッサ細胞）の更新管理を行う
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機能。⑤最適解を探索するまで②③④を繰り返す。
本 人 工 的 免 疫 シ ス テ ム を Immune Genetic 
Algorithm（Immune-GA）と呼ぶ。immune-GA
では，次世代の個体を一つ一つ追加する際に，集団
の多様性をチェックし，それを維持するように，適
応度の高い個体を追加・選択する。

6-4　抗体 v と抗体 w の類似度（affinity）αv,w の定義
生成した抗体のうち，これまで生成した抗体との
類似度が高い抗体を排除するのが immune-GAで
ある。
抗体 vと抗体 wの類似度（affinity）αv,wは同じ遺
伝子座にある抗体 vと抗体 wの遺伝子の値が一致
している遺伝子数 ηの全遺伝子数（染色体長）Lに
対する割合 η/Lとして定義する。例えば vの遺伝子
型が (00010111)，wの遺伝子型が (10101100)なら
ば，染色体長 L=8であり，vと wで遺伝子の値が
一致している遺伝子座は 2番目の ’0’と 6番目の ’1’
の 2つであり η＝ 2となる。この時，類似度 αv,w＝
2/8=0.25となる。この定義は TSPを解く HpS[4]
と同じである。

6-6　免疫 operation の詳細
6-6-1　初期サプレッサ細胞の生成
初期抗体を GAの染色体として生成後に以下を行
う。
① 抗体 vの抗原に対する関数値 g(v)（g(v)＋ β（β>0）
が GAの適応度 fitness相当となる）を計算する。
② サプレッサ細胞を形成する。
・ 抗体 vと抗体 wの類似度（affinity）αv,wを計算
する
・ 抗体 vと類似する抗体の集団に占める割合 Cv

を計算する。vと wとの類似度 αv,wが閾値 TAC1
以上の個体 wの全個体中に占める割合（数の比）
を Cvとする。
・ Cvがある閾値 TC以上になれば，それを記憶し，
サプレッサ細胞とする。
・ 尚，サプレッサ細胞のサイズは最大人口サイズ
とする。
・ 同一構造を持った抗体がすでにサプレッサ細胞
にある時，その抗体をサスプレッサ細胞に追加
しない。

＜留意点＞
初期抗体を GAで生成する方法としては，染色体
の各遺伝子の 0/1の値を一様乱数によりランダムに

決定する方法と他のジョブで生成した染色体ファイ
ルを引き継ぐ方法がある。前者は遺伝子の値として
0か 1の値が等確率で決定される。後者の場合は解
の収束がある程度進んだ染色体集合を引き継ぐこと
を仮定しているため，染色体構造の分布に偏りが見
られる。このため，本手続き 6-6-1でサプレッサ細
胞が生成される確率が高いのは後者の場合であり，
前者の場合はその確率が低い。

6-6-2　immune operation の実行
GAの遺伝子交叉操作により個体を生成し，生成
した個体に突然変異操作を施す度に，生成した個体
を次世代の個体（抗体）候補として残すか否かを，
以下の immune-operationにより判断する。これに
より，集団の多様性を確保しつつかつ，最適解への
収束速度を向上させる。
(a) 抗体ｖの抗原に対する効用を関数値 g（v）（GA
の適応度（fitness）相当値）として計算する。

(b)  サプレッサ細胞の更新処理・・関数値の高い構造
の異なる抗体をサプレッサ細胞として記憶する。
・ サプレッサ細胞 wより適応度 (関数値 g(v))が
高い，または適応度が同じでも類似度のみが異
なる抗体 vは，サプレッサ細胞に追加更新する。
・ 過去のサプレッサ細胞に今期のサプレッサ細胞
を追加することにより人口サイズ以上のサプ
レッサ細胞になった場合は，適応度の低い過去
のサプレッサ細胞を削除する。

(c) 抑制処理（類似抗体の排除）・・多様性を確保す
るために，既に生成された抗体と類似する抗体
の生成を抑制する。
以下の 3通りの場合を考える。

(場合 1) 個体（抗体）vがサプレッサ細胞群 Sに属
するあるサプレッサ細胞 wより適応度が低い（関
数値 g(v)が大きい）場合，以下の 2つの場合を考
える。
(場合 1-1) あるサプレッサ細胞 wとの類似度 αv,wが
TC1以上の個体（抗体）vの生成を抑止する。
(場合 1-2) 全てのサプレッサ細胞 wとの類似度 αv,w

が TC1以下の個体（抗体）vは次世代の個体候補と
して残す。
(場合 2) 生成された抗体 vがあるサプレッサ細胞 w
と同一構造個体の場合で，かつ次世代の個体群候補
の 1つとしてまだ暫定プール中に記憶されていな
い場合，次世代の個体群候補として残す。
(場合 3) 生成された抗体 vがあるサプレッサ細胞 w
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と同一構造個体の場合で，かつ次世代の個体群候補
の 1つとして既に暫定プール中に記憶されていた
場合，以下の 3つの場合を考える。尚，以下に述
べる閾値 THRESHOLDは GA起動パラメータとし
て与える。
(場合 3-1) サプレッサ細胞 Sの平均関数値が閾値
THRESHOLD×（これまでの最良解の関数値 (best-
function value)）以下の場合は，次世代の個体群候補
として残す。世代が早期の段階では平均適応度が低
いので，重複して生成された個体でも残存確率を高
くし，解への収束を早める。世代が早期の段階は収
束性重視となる。
(場合 3-2) サプレッサ細胞 Sの平均関数値が閾値
THRESHOLD×（これまでの最良解の関数値 (best-
function value)）以上の場合は，その生成を抑止し，
次世代の個体群候補から削除する。世代が後期の段
階は平均適応度が高いので，重複した個体の残存確
率を低くし，集団の多様性を重視する。世代の後期
の段階は多様性重視となる。
＜注意事項＞

6-4節で述べたように，関数の平均値（Avg(g)）
やこれまでの最良解の関数値 (best-function value so 
far）は一般に負の値をとるため，Avg(g)が best-
function valueの閾値 TH倍以上か否かで集団の収束
が始まったことを判断するためには THの値を 1以
上にする必要がある。
(d) 淘汰 (selection)・・適応度が低く，かつ互いに
類似度の高い抗体が生成されることを回避して，
解探索速度を向上させる。
当プロセスではプロセス (c)で生成を抑制されな
かった抗体に対して，次期世代の生存期待値 ev を
計算し，ev が閾値（サプレッサ細胞 Sの平均関数値
Avg（S）の TC2倍）以下となれば，その抗体の生
成を抑止し，次世代の個体群候補から削除する。抗
体 vの生存の期待値 ev は次のように設計する。
抗体 vとの類似度が大きい個体が多ければ多い
程，抗体 vの生存の期待値 ev は小さくなるように
設計する。また，抗体 vの関数値 g(v)が高い程抗
体 vの生存の期待値 ev は大きくなるように設計す
る。また，関数値 g(v)が正の値をとる場合は g(v)
－ δが負の値を取るように調整係数（δ＞ 0）を選
択する。この調整係数 δはプログラム定数として与
える。そして g(v)－ δを改めて関数 g(v)とおき，
関数値 g(v)が負となるようになるようにテスト関
数の適応度設計等に工夫がされていることを仮定す

る。これ等のことを考慮して，抗体 vの生存の期待
値 ev を以下の式で定義する。

ev＝g(v)× )/1(
0

1
,



S

i
wv i

 (8)

上式は，ev を抗体 vとの類似度 αv,wiが閾値 TAC2
以上のサプレッサ細胞 wiについて，その類似度 αv,wi

を関数値 g(v)に掛け合わせた数値として定義する
ことを示している。S0は抗体 vとの類似度 αv,wiが
閾値 TAC2以上のサプレッサ細胞 wiの数である。
＜注意事項＞

g(v)が負のため，evとサプレッサセルの平均 Avg
（S）は負となる。αv,wは 0から 1の値をとる。従って，
evが Avg（S）の TC2倍より低い時に抗体 vの生成
を抑制するためには，vと wの類似度の逆数 1/αv,wi

を f(v)に掛け合わせてそれを evの定義としなくて
はならないことに注意する。同様に TC2は 1以上
でなくてはならない。

■ 7．実験とその結果

7-1　テスト関数
テスト関数は F1から F10の 10個の関数である。
詳細は 7-6と付録を参照のこと。

7-2　実験環境
数 値 実 験 は， 主 に，Dell Precision T3500，

Intel(R) Xeron (R) CPU W3680， 3.33 GHz， 6GB 
RAM, Windows 10上で試験を行なった。システム
開発言語は C言語である。C言語の処理系は
Microsoft Visual C++ 2010デベロプメントシステ
ムである。

7-3　評価対象 GA 
以下の 4つの GAモデルを，Cプログラムで実現
した。そして，最適解の探索効率と解の探索精度と
多様性維持機能を比較評価した。
(1)  Non-Scaling GA(Non-SW)・・スケーリングウィ
ンドウ技法を持たない単純 GA

(2)  Scaling Window GA(SW-GA)・・スケーリング
ウィンドウ技法を有する GA

(3)  Immuune-GA with scaling window・・スケー
リングウィンドウ技法を有する Immune-GA

(4)  TDGA with scaling window・・スケーリング
ウィンドウを有する TDGA
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Table 1. Results of evaluation of TDGA, immune-GA, Scaling Window GA and non-Scaling GA through ten test functions.

Test 
Function GA models

Ratio of 
optimum 

trials
Relative error Best minimum 

value
Ave. 
gen.

Ave. 
initial div.

Ave. 
best 
div.

Ave. final 
div.

F1

Non-SW* 15/15 0 0 13 29.93 27.24 0
SW-GA** 15/15 0 0 15 29.93 26.87 0

Immune-GA 15/15 0 0 16 29.93 26.54 0
TDGA 15/15 0 0 13 29.79 27.83 23.93

F2

Non-SW 13/15 0.000000033334167 0 23 25.93 9.62 0
SW-GA 12/15 0.000009016607500 0 22 25.93 10.79 0

Immune-GA 13/15 0.000002087760417 0 27 25.93 12.26 0
TDGA 13/15 0.000273394880000 0 40 25.79 17.9 9.42

F3

Non-SW 15/15 0 - 30 19 49.88 26.77 4.18
SW-GA 15/15 0 - 30 18 49.88 25.38 1.18

Immune-GA 15/15 0 - 30 21 49.88 28.79 3.94
TDGA 15/15 0 - 30 22 49.62 19.97 2.97

F4

Non-SW 2/15 0.020768388371756 0.007090033793755 608 239.42 127.85 125.22
SW-GA 2/15 0.014790146973541 0.006202866585284 532 239.42 125 126.56

Immune-GA 2/15 0.019095658949756 0.007374419566332 600 239.42 126.57 126.22
TDGA 4/15 0.013520268602822 0.006378799132664 666 238.24 220.02 181.75

F5

Non-SW 15/15 0.000000000000575 0.998003837795203 17 33.92 13.73 0
SW-GA 15/15 0.000000000000575 0.998003837795203 17 33.92 13.19 0

Immune-GA 15/15 0.000000000942441 0.998003837794628 13 33.92 18.2 0.08
TDGA 15/15 0.000000000000575 0.998003837795203 77 33.73 17.21 4.87

F6

Non-SW 15/15 0 0 7 15.96 12.86 0
SW-GA 15/15 0 0 7 15.96 11.94 0

Immune-GA 15/15 0 0 7 15.96 13.84 0
TDGA 15/15 0 0 6 15.88 15.31 4.86

F7

Non-SW 0/15 11.75761412915560 5.969921589175300 156 279.34 18.1 0
SW-GA 0/15 9.967152137000000 4.975318872000000 149 279.34 20.1 0

Immune-GA 0/15 8.159139807873520 3.980137279018880 165 279.34 27.46 0.48
TDGA 12/15 1.525963631000000 0.000077496800000 359 277.95 85.52 13.72

F8

Non-SW 15/15 0.006237505352 -4189.822635218985 43 99.77 18.47 0
SW-GA 15/15 0.006237505352 -4189.822635218985 45 99.77 16.18 0

Immune-GA 15/15 0.006237505352 -4189.822635218985 45 99.77 19.79 0
TDGA 15/15 0.006237505352 -4189.822635218985 132 99.31 64.44 49.23

F9

Non-SW 7/15 0.115743947894937 0.032507253194352 61 109.73 26.72 0
SW-GA 6/15 0.111482000275566 0.032507253194352 57 109.73 31.64 0

Immune-GA 8/15 0.143519178881590 0.046797078163841 67 109.73 21.44 0
TDGA 14/15 0.063024064593111 0.032507253194352 99 109.2 63.27 12.48

F10

Non-SW 13/15 0.163432156222627 0 27 59.86 36.13 0
SW-GA 14/15 0.081716078111313 0 25 59.86 37.41 0

Immune-GA 15/15 0 0 30 59.86 43.54 0
TDGA 15/15 0 0 32 59.59 50.99 1.9
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7-4　GA 起動パラメータの組み合わせ
上記の 4つの GAモデルの各々について，以下
の GA起動パラメータの組み合わせ毎に，一様乱数
の初期値＝ 1～ 15とした 15回の独立な試験を行
なった。一様乱数の初期値が異なれば，最適解候補
となる各独立変数の初期値が異なり，試験の独立性
を保証できる。
(1) 集団サイズ Table1は⑤の場合のまとめである。
　① 30　② 60　③ 120　④ 240　⑤ 300
(2) Scaling windowsize　
　Table1は 7の場合のまとめである。
　　2か 3か 7
(3) 親選択法　Table1は②の場合のまとめである。
　① Roulette方式　② HpS方式　
(4) 交叉演算法
① Two-point-crossover法
② Two-point-crossover＋ BLX-α法

Two-point-crossover（大域探索）から BLX-α（局
所探索）への遺伝子交叉オペレータの交替は集団の
多様性（TDGAのエントロピーH）が閾値 β=L×0.9，
または β＝ L× 0.5以下になった時とした。集団の
多様性 Hが閾値 β以上に回復したら，再び BLX-α
から Two-point-crossoverに遺伝子交叉オペレータ
を交替する。ここで Lは染色体長である。尚，
α=0.5である。

7-5　評価項目
(1)  最適解探索率 (Ratio of optimum trials (Ropt)): 15回
の独立な試験の中で最適解（関数最小値）を探
索できた回数 Mの割合のこと。Ropt＝ M/15で
計算する。最適解（関数最小値）はテスト関数
の形がわかり易い場合はすぐにその値がわかる。
しかし，遺伝アルゴリズムで探索可能な解は，
染色体長を Lとすれば，2L個の離散値であり，
探索の範囲が限られる。従って染色体長 Lが短
い場合は，探索の範囲に，理論的な最適解が含
まれない場合がある。その場合は，染色体長 L
の精度で見つけ得る解の中で最も関数の値が小
さな値を最適解と呼ぶ。最適解とは，関数の従
属変数の値と，それを実現する独立変数の値の
ことをいう。

(2)  相対誤差 (Relative Error(ER)): 15回の独立な試験
で探索した関数最小値の平均値－最適最小値。
最適最小値は 7-6節で説明されるが，それは理
論的または実験的に計算して求められた最小値

である。
(3)  最良関数最小値 (Best minimum value): 最良モデ
ルが見つけた関数の最小値。最良モデルとは，
15回の独立な各々の試験の中で見つけた関数の
最小値の中で最も小さな最小値を見つけたモデ
ルのこと。

(4)  平均世代番号 (Average number of generations(Ave. 
gen.)): 15回の独立な各々の試験において，関数
の最小値を見つけるのに要した世代番号の平均
値

(5)  平均計算時間 (単位：sec.): 15回の独立な各々
の試験において，関数の最小値を見つけるのに
要したコンピュータ計算時間の平均値

(6)  多様性の平均初期値 (Average initial diversity (Ave. 
initial div.)): 15回の独立な各々の試験において，
初期世代に生成した個体群の多様性の平均値

(7)  多様性の平均最良値 (Average best diversity (Ave. 
best div.: =Div.opt)): 15回の独立な各々の試験にお
いて，関数の最小値を見つけた世代開始時の個
体群の多様性

(8)  多様性の平均最終値 (Average final diversity (Ave. 
final div.)): 15回の独立な各々の試験において，
ジョブを停止した世代終了時の個体群の多様性

7-6　実験結果
実験結果を表 1にまとめる。
表では，Two point Crossover + BLX-α（α=0.5）
の場合の実験結果をまとめた。染色体長 Lは多様
性の平均初期値を四捨五入して得られることに注意
せよ。何故なら染色体を構成する遺伝子の on/offは
一様乱数で決定されるからである。例えばテスト関
数 F1の多様性の平均初期値は 29.93であるが，小
数点以下を四捨五入して 30となる。この値は F1
の個体の染色体長L=10ビット×3に一致している。
以下に実験結果を要約する。
尚，テスト関数 fの特徴や観測精度の説明ならび
にそのグラフを付録として追加した。本検討では，
関数最小値探索問題は関数に－ 1を掛けて関数最
大値探索問題に変換して問題を解いている。このた
め，各テスト関数 fに－ 1を掛けた関数のグラフ
g=－ fを以下に描いている。
(1) �De Jong’s test function F1: Parabola (sphere 

function) (unimodal: single peak) (see Fig. A.1)

＜定義式＞ 
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i
ixxxxfz
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＜定義域＞－ 5.12≦ ix ＜ 5.12 (i=1, 2, 3)
＜染色体長 L＞ 30 (bit)=10 (bit) × 3 (変数 ) 
＜最適最小値＞ xi=0 (i=1, 2, 3)の時，F1は最小値
0をとる。
＜実験結果＞ 表 1から 4つの GAモデルの各々に
ついて最適解探索率 Ropt が 100% (=15/15)である
ことがわかる。
＜説明＞ De-Jongの標準関数 F1: parabolaは 3個
の独立変数 x1，x2，x3の二乗和を求める関数である。
式の形から，x1＝ 0，x2＝ 0，x3＝ 0の値をとった
時に最小値 0をとることがすぐわかる。関数 F1の
最小値探索問題は GAの解探索性能を評価する上で
最も入門的な問題である。尚，各独立変数の値の観
測間隔は 5.12× 2 /210 =0.01である。
(2) �De Jong’s test function F2: Rosenbrock's saddle 

(unimodal): (see Fig. A.2)

＜定義式＞ 2
1

2
2

2
121 )1()(100),( xxxxxfz −+−==

＜定義域＞－ 2.048≦ ix ＜ 2.048　(i=1, 2)
＜染色体長＞ 26 (bit) =13 (bit) × 2 (変数 ) 
＜最適最小値＞ x1=1, x2=1の時F2は最小値0をとる。
＜実験結果＞表 1から 4つの GAモデルの各々に
ついて最適解探索率 Ropt が 80% (=12/15)以上であ
ることがわかる。
＜説明＞ De-Jongの標準関数 F2: Rosenbrock’s 
saddleは 2個の独立変数 x1と x2があり x1の二乗と
x2の差の二乗を 100倍した数値と（1－ x1）の二
乗を和した数値を求める関数である。式の形から
x1=1, x2=1の時に最小値が 0であることはすぐわか
るが，2変数の関係で F2の最小値が求まるので
GAにとっては問題を解くことがやや難しい。各独
立変数の値の観測間隔は 2.048× 2 /213 =0.005で
ある。De Jongの論文では，解の探索精度を，0.001
刻みで，24=12ビット× 2変数を染色体長として
いる。本検討では解の精度を 2倍に向上させた。
(3) �De Jong’s test function F3: Step function (unimodal): 

(see Fig. A.3)

＜定義式＞  ∑
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＜定義域＞－ 5.12≦ ix ＜ 5.12 (i=1, 2, 3, 4, 5)

＜染色体長＞ 50 (bit) =10 (bit) × 5 (変数 ) 
＜最適最小値＞閉区間 [-5.12,-5.01]に属する数値の
うち上記精度のもと GAで探索可能な 12個の離散
値｛-5.12, -5.11, -5.10,...,-5.01｝のいずれかの値を
各 xi (i=1, 2, 3, 4, 5)が取った時に，F3は最小値 -30
をとる。
＜実験結果＞表 1から 4つの GAモデルの各々に
ついて最適解探索率 Ropt が 100% (=15/15)であるこ
とがわかる。
＜説明＞ De Jongの標準関数 F3: Step Function
は，xiを越えない最大の整数 ⌊ ix ⌋＝ floor(xi)を 5
つ足した整数である。ここで ⌊  ⌋はガウス記号であ
る。例えば，⌊-5.12⌋＝－ 6,⌊5.12⌋＝ 5,⌊5⌋＝ 5とな
る。従って F3の最小値は ⌊ ix ⌋=－ 6をとった時で
その値は－ 30である。他の関数にない特徴は，最
適解を持つ点が唯一つではなく，複数の点（先の議
論から 125個となる）で最適値を取ることである。
点は 5つの独立変数をその要素とするベクトルで
ある。各独立変数の値の観測間隔は 5.12× 2 /210 

=0.01である。
(4) �De Jong’s test function F4: Quadratic with noise 

(unimodal): (see Fig. A.4)

＜定義式＞ 
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Fig. A.1　Inverted De Jong test function F1: parabola. Fig. A.2　Inverted De Jong Test Function F2: Rosenbrock’s saddle.

Fig. A. 3.　�Inverted, two-dimensional version of De Jong 
Test Function F3: Step function.
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注意：ガウス分布に従って発生する雑音が負の場合，
符号を変えて正とする。
＜定義域＞－ 1.28≦ ix ＜ 1.28 (i=1, 2,..., 30)
＜染色体長＞ 240 (bit) =8 (bit) × 30 (変数 ) 
＜最適最小値＞全ての xi (i=1, 2,..., 30) が xi ＝ 0で，
かつ雑音 =0.0の時に，F4は最小値 0をとる。
＜実験結果＞

F4による評価では，探索した関数値が 0.01以下
の時に最適解を探索したモデルであると判断した。
表 1から 4つの GAモデルの各々について最適解
探索率Ropt が27% (=4/15)以下であることがわかる。
しかしながら 4つのモデルの中で TDGAモデルが
解の相対誤差 ERの値が最も小さくその値は
0.01352であった。この理由は TDGAが最適解探
索時に集団の多様性 Div.optを 220以上確保できてい
たのに対し，他のモデルは最適解探索時に集団の多
様性 Div.optを 130以下しか確保できていなかった
からである。この結果は集団の多様性を確保するこ
とが解の探索精度の向上をもたらすことを示してい
る。更に，ジョブの停止条件を 200世代から
10000世代に延長し，10000世代観測すると，4つ
の GAモデルの各々について最適解探索率 Roptが
87% (=13/15)以上になることを確認した。最適解
探索率を向上できた理由は，各世代の終了時の集団
の多様性を 50以上確保できていたからと考えられ
る。尚，最適解探索効率が悪い理由は雑音が評価関
数に含まれていたためである。
＜説明＞ De-Jongの標準関数 F4: Quadratic with 
Noiseは 30個の「独立変数の 4乗に変数番号を掛
けた数値」の総和で表現される信号と，平均値 0,
分散 1のガウス分布に従って－∞から＋∞の実数
値を確率的に取る雑音 (乱数 )の和である。尚 ,ガ
ウス分布に従って発生する乱数が負の場合，符号を
変えて正とする。関数の形から全ての独立変数 xi

が 0をとった時最小値 0となることはすぐわかる
が，雑音がある分問題が難しくなっている。各独立

変数の値の観測間隔は 1.28× 2 /28 =0.01である。
＜ガウス分布に従って発生する乱数の発生法＞
以下の 2つから選択可能とした。
・中心極限定理による方法
・Box Müller法 (cos型または sin型 )

(5) �De Jong’s test function F5: Shekel’s foxholes 
(multimodal: multiple peaks): (see Fig. A.5)

<定義式 >
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＜定義域＞ － 65.536≦ x , y＜ 65.536
＜染色体長＞ 34 (bit) =17 (bit) × 2 (変数 )
＜最適最小値＞我々の実験では (x, y)= (－ 31.9785, 
－ 31.9785) の時に最小値 0.998003837794628を
探索した。
＜実験結果＞ F5による評価では，探索した関数値
が 0.998004以下の時に最適解を探索したモデルで
あると判断した。表 1から 4つの GAモデルの各々
について最適解探索率 Ropt が 100% (=15/15)である
ことがわかる。
＜説明＞De Jongの標準関数 F5: Shekel’s foxholes
は，25個の二次元の特異点 a[j]× b[j]からの点 (x,y)
の 6乗誤差に点番号を足した数値の逆数の総和に
1/500を和した数値の逆数をその値とする関数であ
る。F5式は 25個の特異点の値をとった時に極小
点となる。多くの極小点をその値としてとることか
ら，当関数は多峰性関数と呼ばれている。極値を複
数持つので，その近傍から最小値を探索することは
難しい。各独立変数の値の観測間隔は 65.536× 2 
/217 =0.001である。
＜点 a[j]× b[j](j=1,2,･･･,25)＞は特異点であり，
fox holesと呼ぶ。その値は De Jongの博士論文の
データと同じであり，以下の値としている。
a [ 2 5 ] = { - 3 2 . 0 , - 1 6 . 0 , 0 . 0 , 1 6 . 0 , 3 2 . 0 , - 3 2 . 0 , -
16.0,0.0,16.0,32.0,-32.0,-16.0,0.0,16.0,32.0,-32.0,-
16.0,0.0,16.0,32.0,-32.0,-16.0,0.0,16.0,32.0}

Fig. A. 4　�Inverted, two-dimensional version of De Jong 
Test Function F4: Quadratic with Noise. Fig. A. 5　�Inverted, two-dimensional version of De Jong 

Test Function F5: Shekel’s foxholes.
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b[25]={-32.0,-32.0,-32.0,-32.0,-32.0,-16.0,-16.0,-
16.0,-16.0,-16.0, 0.0,0.0,0.0,0.0,0.0,16.0,16.0,16.0,
16.0,16.0,32.0,32.0,32.0,32.0,32.0}
(6) �Schaffer's test function F6 (multimodal): (see Fig. A.6)

＜定義式＞ 222

222

))(001.01(
5.0)(sin5.0),(
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yxyxfz
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

＜定義域＞－ 100 ≦ x , y＜ 100
＜染色体長＞ 16 (bit) =8 (bit) × 2 (変数 )
＜最適最小値＞ x=y=0の時，F6は最小値 0をとる。
＜実験結果＞表 1から 4つの GAモデルの各々に
ついて最適解探索率 Ropt が 100% (=15/15)であるこ
とがわかる。
＜説明＞ αが実数の時，一般に sin(α)関数は -1か
ら 1の値をとるので，1≧ sin2(α)≧ 0となる。従っ
て Schaffer's　F6 関数の場合，1≧ z=f(x,y)≧ 0と
なっている。このことから，F8が 0となるのは
x=0,y=0の場合であることがすぐわかる。各独立変
数の値の観測間隔は 100× 2 /28=0.78125である。
(7) �Rastringin's test function F7 (multimodal): (see Fig. 

A.7)
＜定義式＞
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＜定義域＞ － 5.12≦ ix ＜ 5.12 (i=1, 2,….., 20)
＜染色体長＞ 280 (bit) =14 (bit) × 20 (変数 ) 
＜最適最小値＞ 全ての xi (i=1, 2,..., 20) が xi＝ 0
の時，F7は最小値 0をとる。
＜実験結果＞ F7による評価では，探索した関数値
が 2以下の時に最適解を探索したモデルであると
判断した。表 1から TDGAモデルのみが 2以下の
関数値を探索していることがわかる。そしてその最
適解探索率 Roptは 80% (=12/15)であった。一方，
表 1から TDGAのみが最適解探索時に集団の多様
性 Div.optを 85以上確保できていたのに対し，他の

モデルは最適解探索時に集団の多様性 Div.optを最大
28しか確保できていなかったことがわかる。この
結果は，集団の多様性を確保することが最適解探索
率 Roptの向上をもたらすことを示している。
＜説明＞一般に αが実数の時，（1－ cosα）≧ 0な
ので，関数 F7の従属変数 z≧ 0となる。z=0とな
るのは xi 2=0，かつ 1－ cos ix =0の時であり，両
方を満たすのは ix =0の時であることがわかる。各
独立変数の値の観測間隔は 5.12× 2 /214=0.000625
である。
(8) �Schwefel's test function F8 (multimodal): (see Fig. 

A.8)

<定義式 > 
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<定義域 >－ 500≦ xi＜ 500 (i=1, 2, 3..., 10)
<染色体長 >100 (bit) =10 (bit) × 10 (変数 ) 
< 最 適 最 小 値 > 全 て の xi(i=1, 2,...,10) が
xi=420.968746の時，F8は最小値－ 4189.828873
をとる。
<実験結果 >表 1は，染色体長が 100ビットの精
度のもと，最小値－ 4189.822635を探索できたこ
とを示している。そして， 4つの GAモデルの各々
について最適解探索率 Roptが 100% (=15/15)である
ことがわかる。 
染色体長が 100ビットの精度のもとでは，GAで

Fig. A. 6　Inverted, Schaffer's F6 function. Fig. A. 7　�Inverted, two-dimensional version of Rastringin's 
function.

Fig. A. 8　�Inverted, two-dimensional version of Schwefel's 
function.
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探 索 可 能 な 最 小 値 は 全 て の xi に つ い て
xi=420.8984375 の 時 で そ の 時 の F8 の 値 は －
4189.822635であることを実験で検証できる。従っ
て，F8による評価では，探索した関数値が－
4189.822635の時に最適解を探索したモデルであ
ると判断した。
全ての xi (i=1, 2,...,10)について xi=420.968746
の時，F8は最小値－ 4189.8288727243371をとる
ことはよく知られている。染色体長が 100ビット
の精度のもとでは，全ての xiが xi=420.8984375の
時に GAは－ 4189.8226352189849の極小値を探
索できることを実験で検証した。この数値の前後で
観測可能な xiは 419.921875と 421.875であるが，
その時の関数値は－ 4188.4466107056924と－
4 1 8 8 . 7 9 2 2 1 4 2 6 3 1 5 8 7 で あ り， －
4189.822635218984900 よ り 大 き い。 そ し て，
xi=420.968746 は観測可能点 xi=420.8984375 と
xi=421.875の区間に入っている。従って，関数の
連続性より，極小値－ 4189.8226352189849を関
数 F8の最小値であると判断した。従って，F8に
よ る 評 価 で は， 探 索 し た 関 数 値 が －
4189.8226352189849の時に最適解を探索したモデ
ルであると判断した。表 1は， 4つの GAモデルの
各々が最小値－ 4189.8226352189849を探索でき
たこと，最適解探索率 Roptが 100% (=15/15)である
ことを示している。 
＜説明＞一般に αが実数の時，-1≦ sinα≦ 1なこと，
10個の変数 xiについて│ xi│≦ 500（i=1,2・・・,10）
なことから，Schwefel's functionの従属変数 zの値
域は，-5000<z<5000となる。従って，従属変数 zは
正負のいずれの値もとる。周期関数 sinを含んでい
るので，F8は複数の局所最小解を持つ。各独立変数
の値の観測間隔は 500× 2 /210 = 0.9765625である。
(9) �Griewank's test function F9 (multimodal): (see Fig. 

A.9)

＜定義式＞
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＜定義域＞ － 600≦ xi<600 (i=1, 2, 3..., 10)
＜染色体長＞ 110 (bit) =11 (bit) × 10 (変数 ) 
＜最適最小値＞全ての ix (i=1, 2,..., 10)について ix
=0 の時，F9は最小値 0をとる。
＜実験結果＞ F9による評価では，探索した関数値
が 0.1以下の時に最適解を探索したモデルであると
判断した。表 1 から 4 つの GA モデルのうち
TDGAのみが最適解探索率 Roptが 93% (=14/15)で
あること，他の 3つのモデルは 53% (=8/15)以下で
あることがわかった。一方，表 1から TDGAのみ
が最適解探索時に集団の多様性 Div.optを 60以上確
保できていたのに対し，他のモデルは最適解探索時
に集団の多様性 Div.optを最大 32しか確保できてい
なかったことがわかる。この結果は，集団の多様性
を確保することが最適解探索率 Roptの向上をもたら
すことを示している。

＜説明＞
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ix ≧0, 
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
10
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i
x
≧ 0, ≧ 0なので，

F9は正の値を取る。従って，F9が 0となるのは両
不等式が 0となる時であり，それを満たすのは xi

＝ 0の時であることがわかる。各独立変数 xiの値
の観測間隔は 600× 2 /211=0.5859375である。
(10) �Ackley's test function F10 (multimodal): (see Fig. 

A.10)
＜定義式＞   ),( 1021 xxxfz ,・・・,
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＜定義域＞－ 32≦ xi＜ 32 (i=1, 2, 3..., 10)
＜染色体長＞ 60 (bit) =6 (bit) × 10 (変数 )
＜最適最小値＞全ての xi (i=1, 2,...,10)が xi =0の時，
F10は最小値 0をとる。

Fig. A. 9　�Inverted, two-dimensional version of Griewank's 
function.

Fig. A.10　�Inverted, two-dimensional version of Ackley's 
function.
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＜実験結果＞表 1から 4つの GAモデル全体で最
適解探索率 Ropt が 95% (=(13+14+15+15)/(15× 4))
であることがわかる。
＜説明＞ F10は，指数関数 y=ex=exp(x)の性質を利
用して GAがその最小値を実験的に導けるかという
問題である。理論的に関数 F10の最小値が 0とな
る理由は，以下である。先ず，ex は単調増加関数で
あり，1=e0なことから exは xが負の時 1以下となる。

)
10
12.0exp(1

10

1

2



i

ix

また，e=e1＝ 2.718・・，-1≦ cosx≦ 1なこと
から，以下の不等式が成立することがわかる。
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従って，F10は正の値をとることがわかる。F10
が最小値 0となるのは，両不等式にて等号が成立
する場合であり，それは xiが 0の場合であること
がわかる。各独立変数 xiの値の観測間隔は 32× 2 
/26=1である。

7-7　実験結果のまとめ
10個のテスト関数を用いた実験結果を最適解探
索効率 (Ropt)の観点から以下にまとめる。相対誤差
(ER)の観点からの実験結果のまとめについては割
愛する。
最適解探索効率 (Ropt)の観点からの 8つの GAモデ
ルの評価
(1) Two-point crossover法 :
0.46 (=278/(15× 10× 4))
内訳 :
(a) Non-Scaling GA: 0.37 (=56/150)
(b) Scaling Window GA: 0.34 (=51/150)
(c)  Immune-GA with scal ing window:  0 .4 

(=60/150)
(d) TDGA with scaling window: 0.74 (=111/150)
　 各々の関数に関する上記の内訳は割愛する。
(2) Two-point crossover + BLX-α (α =0.5) 法 : 
0.78 (=466/(15× 10× 4)) 
内訳 : 以下は表 1の要約である。
(a) Non-Scaling GA: 0.73 (=110/150)
(b) Scaling Window GA: 0.73 (=109/150)
(c)  Immune-GA with scaling window: 0.75 (=113 

/150)

(d) TDGA with scaling window: 0.89 (=134/150)
上記の実験結果は，GAで関数最小値探索問題を
解く時，BLX-αと二点交叉（two-point crossover）
が協調しながら交叉演算を行なう場合の TDGAが
最も効率的な解探索を実現できること，実験では最
適解探索率 Roptが 0.89% (=134/150))であったこと
を示している。そして，10個の良く知られたテス
ト関数を用いた実験により，集団の多様性を確保す
ることが結果として最適解探索率 Roptを向上させる
ことに繋がることを示した。

■ 8．結論と今後の課題

関数最小値探索問題を遺伝的アルゴリズムで解く
場合に，集団の多様性を TDGAにおけるエントロ
ピーで定量的に測定し，「集団の多様性を確保する
ことにより，最適解探索率や探索解の精度を向上で
きる」という仮説を，De Jongの 5つの標準関数
と 5つの多峰性関数を含む良く知られた 10個の標
準テスト関数を用いた実験により，定量的に検証し
た。集団の多様性を確保しながら効率的探索を実現
する方法として，TDGAによる手法が有効である
こと，そして広域探索を GAの二点交叉で実現し，
局所探索を BLX-αで実現する手法が有効であるこ
とを実験により検証した。今後，（１）離散空間で
解を近似する際の解の精度の向上策，（２）拡張遺
伝子交叉オペレータ交替法の有効性の検証，（３）
広域探索を SPX，局所探索を BLX-αで実現する場
合の仮説の検証を今後の課題とする。

後書き
本論文は，以下の論文 [19]の邦訳である。
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